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摘要：　 页岩油气产量预测是确定其开发经济性的重要手段，目前的产量预测研究很少能在物理模型与数据挖掘

方法之间达到统一．针对页岩油气的产量分析，本研究深入结合误差反向传递（ＢＰ）神经网络和长短期记忆（ＬＳＴＭ）
神经网络的数学方法优势，综合考虑工程经验模型的约束，改善了模型预测精度，经过实例数据训练后可较好地预

测油田产量，并研究了页岩储层深度、总有机碳含量（ＴＯＣ）、脆性度等油田参数对产量预测的影响规律．这项工作可

以为页岩油气规模化开发提供可靠的产量预测和经济评价．
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引　 　 言

我国当前石油对外依存度达到 ７０％以上，能源安全受到严重挑战．造成这一困局的主要原因不在于资源

量少，而在于资源品质差、开发难度高，亟需基础研究的支持［１⁃２］ ．事实上我国页岩油储量丰富，资源总量较为

可观，页岩油气开发可能成为我国未来能源安全的重要保障．从全国可采量来说，目前我国页岩油技术可采

资源量排在全球第三，仅次于美国和俄罗斯．从具体分布地域来说，我国准噶尔盆地油田和松辽盆地油田的

技术可采资源量分列全球第 １０ 和第 １１ 名，具有商业开发的价值和前景［３］ ．目前，页岩油的商业开发已有不

少成功经验，根据页岩油加热方式的不同，国际上已有电加热技术、对流加热技术和射频加热技术三种不同

的油页岩原位开采技术［４］ ．并且，以美国为代表的部分国家已初步实现了页岩油的商业化使用．２０１０ 年以来，
我国已在鄂尔多斯、渤海湾、松辽、准噶尔等 １０ 余个含油气盆地开展了陆相致密油开发试验，虽然在鄂尔多

斯盆地西 ２３３、安 ８３ 等示范区初见成效［５］，但尚未形成工业化生产能力．对于大多数原油流度较小的陆相致

密油藏，实现经济有效开采的关键技术依然没有取得实质性突破［６］ ．因此，未来我国页岩油市场的发展潜力

是巨大的．
在判断页岩油可开发价值的过程中，除基本地对页岩油核心参数进行评价与分析之外，对页岩油井的最

终产量进行科学预测也同样至关重要［７］ ．目前，页岩油井的产量预测主要有两类方法：基于工程经验模型的

方法和基于数据的方法．
基于经验模型的方法主要是从经验公式和力学原理出发，基于不同地质情况提出简化模型，通过公式化

的计算对产量进行预测．经验模型的方法最早可以追溯到 Ｄａｒｃｙ 定律的产生．法国工程师 Ｄａｒｃｙ 于 １８５６ 年从

实验中总结出饱和土壤中水的渗流速度与坡降之间存在线性关系［８］ ．在此基础上，之后的地质学研究者研究

得出了大量的渗流模型［９⁃１０］和产能模型［１１⁃１２］，对研究地底流动、矿藏等许多领域起到重要作用．在页岩油气

方面得到较多关注的典型模型包括 ２０ 世纪 ５０ 年代美国学者 Ｈｕｂｂｅｒｔ 提出的 Ｈｕｂｂｅｒｔ 曲线［１３⁃１４］、２０ 世纪 ９０
年代中国学者翁文波提出的 Ｐｏｉｓｓｏｎ 循环（Ｐｏｉｓｓｏｎ ｃｙｃｌｅ）和逻辑循环（ ｌｏｇｉｓｔｉｃ ｃｙｃｌｅ）模型［１５］ 以及目前广泛应

用的 Ａｒｐｓ 模型．Ａｒｐｓ 模型是 Ａｒｐｓ 根据渗流规律及大量石油开采数据提出的产量递减模型［１６］ ．Ａｒｐｓ 模型提出

初期主要应用于页岩气的产量预测，近年来大量页岩油的生产数据也验证了该模型在页岩油产量预测中具

有适用性［１７］ ．为了拓展模型的油藏地质适用性，学者对 Ａｒｐｓ 模型进行了修正，例如 Ｄｉｌｈａｎ 提出的幂律指数

模型［１８］和 Ｄｕｏｎｇ 提出的 Ｄｕｏｎｇ 模型和混合典型曲线模型［１９］等．基于物理经验模型的方法发展时间较久，目
前已经比较成熟，成功之处在于在给定的假设前提下，可以依据油井的部分物理参数给出简洁的表达式，便
于工程上的直接使用．但是，对于模型中参数的预测仍有较大困难，很多时候会成为解决问题的最大难点．

基于数据的方法是从已有开采数据出发，通过建立数据之间的关系寻找隐含的产量规律，最终达到预测

新产量的目的．近年来随着人工智能和机器学习方法不断进步，基于数据的方法得到迅速发展．机器学习的

思想产生于 ２０ 世纪 ５０ 年代，由初始的分类器、判断分析等基本概念逐渐成型为具体的算法和完整的理

论［２０］ ．经过三十年左右的发展，神经网络、决策树、遗传算法等重要算法基本完善，机器模拟人学习的过程基

本实现［２１］，研究重心逐渐转向提高学习的效率并将其应用于工业领域．在石油产量预测领域，国际上目前的

研究方向主要是将油井压力、测井数据等经验力学参数［２２⁃２４］ 融入机器学习算法当中，成功地让机器学习发

挥了自动读取、翻译示功图（体现深层油井泵工作状况，间接反映石油产量）的作用，但对于井深、ＴＯＣ、Ｒｏ 系

数（镜质体反射率，反映良好有机质成熟程度）等其他初始物理性质研究较少，相关物理信息还未能体现在

预测工作中．而国内由于页岩油生产还未实现市场化，相关研究数据样本较少，目前主要还是将机器学习应

用于常规油气生产预测领域，已有学者报道了相关研究［２５⁃２７］，不过主要思路依然是直接利用机器学习的相

关算法做深入的数据挖掘，对物理参数影响的研究还不够充分．总结来说，基于数据的方法在利用已知油田

数据推测未知油田数据上已有不少成功的尝试，但由于没有考虑到油田本身物理参数的影响，预测精度很大

程度上受到预测油田与已知油田各方面物理性质相似程度的影响．
鉴于基于工程经验模型和基于数据两方面的方法前人均有过尝试，并且有一定的进展，本文试图解决的

主要问题是将基于工程经验模型和数据的方法进行结合，充分利用机器学习方法对于未知事物的预测能力，
同时通过引入经典的经验模型控制，消除机器学习方法预测中的非物理部分．
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本文发展了页岩油产量预测的机器学习方法，首先将现有的 ＢＰ 神经网络应用于单油井产量预测，进一

步通过引入 ＬＳＴＭ 人工神经网络并加上物理模型的约束，得到更高精度的机器学习算法；新方法经过实测数

据训练后可获得很好的预测精确度．新方法有望对国内的页岩油井产量做出更准确的预测．

１　 方法与改进

１．１　 ＢＰ神经网络方法

随着机器学习的发展，人们开始寻求解决非线性问题的方法，而非线性问题解法必须依赖于反馈系统．
２０ 世纪 ８０ 年代 Ｄａｖｉｄ、Ｇｅｏｆｆｒｅｙ 和 Ｒｏｎａｌｄ［２８］分别独立形成了关于误差反向传递（ｅｒｒｏｒ ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ）的想

法，经过总结之后形成了经典的 ＢＰ 神经网络方法．从原理上来说，ＢＰ 神经网络是一种根据训练数据，计算误

差进一步修正计算方法的反向神经网络，其计算结构由三个数据层构成，即输入层、隐含层和输出层．具体实

现过程中，网络先针对实验数据进行训练，满足精度要求后，用符合训练误差要求的算法结构去进行新的预

测，其训练过程算法的要点如下［２９］ ．
假定输入层元素为 Ｘ ＝ （ｘ１，ｘ２，…，ｘｍ），隐含层元素为 Ｙ ＝ （ｙ１，ｙ２，…，ｙｎ），输出层元素为 Ｚ ＝ （ ｚ１，ｚ２，…，

ｚｋ） ．ＢＰ 网络在训练过程中有正反双向传播路径．
首先是正向传播路径，由输入层元素通过给定的转换函数计算隐含层中的 ｎ 个数据，
　 　 （ｙ１，ｙ２，…，ｙｎ） ＝ ｆ（ｘ１，ｘ２，…，ｘｍ） ． （１）

同理可以给出 ｎ 个数据得出 ｋ 个输出层数据的方法，
　 　 （ ｚ１，ｚ２，…，ｚｋ） ＝ ｇ（ｙ１，ｙ２，…，ｙｎ） ． （２）
其次是反向传播路径，将输出层中的数据和真实结果进行比较，计算出误差矩阵 ｗ ．若不满足训练误差

精度要求，则返回上一个过程，根据误差矩阵调整隐含层到输出层的转换函数，从而得到新的转换函数 ｇ′，
减小误差，

　 　 ｗ ＝ （ ｚ１ － ｚ１０，ｚ２ － ｚ２０，…，ｚｋ － ｚｋ０）， （３）
　 　 ｇ∗（ｙ１，ｙ２，…，ｙｎ） ＝ （ ｚ１ － ｚ１０，ｚ２ － ｚ２０，…，ｚｋ － ｚｋ０）， （４）
　 　 ｇ′ ＝ ｇ ＋ ｇ∗， （５）

式中， ｚ１０，ｚ２０，…，ｚｋ０ 为模型训练时使用的真实值， ｇ∗ 为得到的调整函数．
之后再次验证，如果误差矩阵 ｗ 满足精度要求，即可认为训练有效，向前改变输入层到隐含层的转换函

数；如果仍不满足，则继续改变中间过程，直到满足训练要求为止．
在具体运用过程中，本文选取梯度下降法（ ｔｒａｉｎｇｄ）为训练函数［３０］，最大训练次数为 １ ０００，训练精度要

求为 ０．０００ １（预测值与实验值的最大误差）．除此之外，还需要对数据进行预处理，保证训练的效果在合适的

区间内达到理想的精度，本文采用的是［０，１］区间预处理方法［３１］ ．
事实上，经典 ＢＰ 网络方法的预测存在较大偏差的原因之一在于：ＢＰ 网络作为一种双向传播网络，仅仅

构建了单次输入和输出之间的关系，而无法考虑之前的预测对于本次预测的合理影响，也就是所谓的无记忆

性网络．无记忆性在预测上最大的问题体现在对于时序信息的不敏感，油田之前时刻的产量信息无法被当前

的预测过程获知，容易出现预测值持续偏差的情况．对于 ＢＰ 网络的该缺点已有成熟的解决方案，比较成功的

如 ＬＳＴＭ 人工神经网络方法．
１．２　 ＬＳＴＭ 人工神经网络方法

针对 ＢＰ 神经网络在处理时序特征信息上存在的问题，人们提出了循环神经网络（ＲＮＮ） ［３２］ 的概念，试
图增强对于信息时序性的把握，但由于 ＲＮＮ 随着时间延长会出现系统不稳定的情况，很难被用于实际运算．
于是，人们提出了新的神经网络方法．ＬＳＴＭ 人工神经网络是 ＲＮＮ 的一种变形，最早于 １９９７ 年由 Ｈｏｃｈｒｅｉｔｅｒ
和 Ｓｃｈｍｉｄｈｕｂｅｒ 提出［３３］ ．ＬＳＴＭ 的主要目标在于解决数据间的长期依赖关系，以迭代的方式将每一级数据之

间的影响进行传递．
本文采用了类似的方法进行修正［３４］ ．运算思路总体和经典 ＢＰ 方法相同，只是在将输出层转化为结果之

前，将上一次的结果储存到本次的运算过程之中．为达到该目标，在原有输出层（现称为暂存层）基础上增加
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储存层 Ｐ， 作为最终输出结果，同时将上一次的结果进行储存．
将前一次储存层元素记为 Ｐ ｔ －１， 本次储存层元素记为 Ｐ ｔ，
　 　 Ｐ ｔ －１ ＝ （ｐｔ －１，１，ｐｔ －１，２，…，ｐｔ －１，ｋ）， （６）

则本次的输出结果由本次的 ＢＰ 网络结果和上一次的最终结果共同给出，即
　 　 Ｐ ｔ ＝ （ ｚｔ，１，ｚｔ，２，…，ｚｔ，ｋ） ＋ ＭＰ ｔ －１， （７）

其中矩阵 Ｍ 同样由训练数据给出．
１．３　 数据训练阶段的经验模型约束

经典 ＢＰ 模型案例中的另一问题是由于不知道真实值，对于预测结果的准确性无法进行自我判断．为解

决该问题，考虑将已有的工程经验模型融入计算过程中，可以及时将偏离的预测值进行修正．
具体操作层面，在最终给出本次预测结果之前，根据前三次结果利用经验模型合理外推本次结果的参考

值．将参考值与实际预测值进行比较，若误差大于设定误差限，如 ５％（本文选取的误差限值，若减小误差限，
则需要更长运算时间），则不接受该结果，再次调整相应的系数；若误差可接受，则最终接受为有效预测结果．
本文数据训练阶段使用的经验模型为 Ａｒｐｓ 模型，其基本方程为［３５］

　 　 ｑ（ ｔ） ＝
ｑｉ

（１ ＋ ｄＤｉ ｔ） １ ／ ｄ， （８）

式中 ｑ（ ｔ） 为任意时刻产量， ｑｉ 为初始产量， ｄ 为递减指数， Ｄｉ 为初始递减率．
１．４　 实际运用过程中的经验模型约束

对于直接预测来说，通常只能得到初始产量和最终产量，很多情况下并不能满足实际需求，实际应用中

仍然希望可以预测更完整的产量曲线．通过引入数学上的经验模型，可以将预测具体生产数据变为预测函数

参数，从而绘制出产量曲线．本文利用翁文波［３６］提出的模型，对于有限资源体系，可以由下式描述：
　 　 Ｑ（ ｔ） ＝ Ｃｔｎｅ －ｔ，　 　 ｔ ≥ ０， （９）

式中， ｔ 表示油气田的开发时间， Ｑ（ ｔ） 表示油气田产量， Ｃ 表示模型参数，为正实数．翁氏模型由于在幂指数

上存在未知数，使得拟合其函数具体形式存在一定难度，因而考虑对其进行进一步简化，以便于在机器学习

算法中的使用．多参数数学模型比较常用的简化方法是考虑概率分布，结合实际背景给出经验假设．这样尽

管没有减少参数数量，但是可以简化表达形式，为后续工作带来方便．这里本文认为产量数据服从Ｍａｘｗｅｌｌ 分
布［３７］ ．作为连续型分布之一，Ｍａｘｗｅｌｌ 分布的概率密度函数可表示为

　 　 ｆ（ ｔ） ＝
０， ｔ ＜ ０，

４
ｂ πｂ

ｔ２ｅ －ｔ２ ／ ｂ， ｔ ≥ ０，

ì

î

í

ïï

ïï

（１０）

其中参数 ｂ ＞ ０， 表示控制分布形态的常数．
油田投入开发时间的累计产量可视为可采储量 Ｎｒ ．对于预测模型来说， Ｎｒ 可被理解为由理论模型应用

到实际问题时的模型转换系数．
假设

　 　 Ｑ（ ｔ）
Ｎｒ

＝ ｆ（ ｔ）， （１１）

可以得到

　 　 Ｑ（ ｔ） ＝ Ａｔ２ｅ －ｔ２ ／ ｂ， （１２）

　 　 Ａ ＝
４Ｎｒ

ｂ πｂ
， （１３）

其中 Ａ，ｂ 为待定参数，其值可为任意正实数，需由实际生产数据拟合而定．
１．５　 模型计算具体过程

结合上述方法，本文提出了新的页岩油产量预测方法，其基本流程如图 １ 所示．其中，改进 ＢＰ 算法为 １．１
和 １．２ 小节中所叙述的增加时间序列信息特征之后的 ＢＰ 算法，并在之后加入 Ａｒｐｓ 模型的约束，对于神经网
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络预测结果的物理性提供保障．如果希望得到更完整的产量信息，可以将预测内容变为翁氏模型中的具体参

数，其基本流程是一致的．

图 １　 改进 Ｂ⁃Ｌ⁃Ａ 算法流程图

Ｆｉｇ． １　 Ｔｈｅ ｆｌｏｗ ｃｈａｒｔ ｏｆ ｔｈｅ ｉｍｐｒｏｖｅｄ Ｂ⁃Ｌ⁃Ａ ａｌｇｏｒｉｔｈｍ

２　 结果与讨论

本文将改进后的算法应用于页岩油产量预测的实际问题中，检验算法原理本身的可靠性．首先，研究将

算法应用于产量曲线的预测上，通过同一类型已知数据预测新的数据并与真实值进行比较．这是算法期待实

现的初级目标，但是在实际情况下适用范围受限．进一步，我们将算法应用在由已知数据到未知数据的预测

问题，希望能够真正模拟对页岩油开采规律的认知过程，并在此基础上达成对于未知数据更全面的预测．
２．１　 油田已知产量曲线的预测

本文选取的计算对象是美国 Ｅａｇｌｅ Ｆｏｒｄ 油田的 ５ 口油井，参考的物理性质是压裂级数、孔隙度、ＴＯＣ 指

数等 １３ 个生产参数，真实数据均来自于李彦尊等的文章［３８］ ．计算的具体方法是，通过计算该油井物理参数

（输入层）与目标油井的相似度，改变该油井对于预测油井的相关系数．以预测 １ 号油井为例，读入 ２，３，４，５
号油井的产量曲线，同时输入 ５ 口油井的物理参数，针对每个参数根据其与 １ 号油井的相似程度计算相关系

数，搭建 ＢＰ 网络，利用其他 ４ 口油井的产量变化规律预测 １ 号油井产量．最终以每 ５０ 天的误差平均值作为

对预测值的评判标准．选取了对 １，２，３ 号三口油井的预测结果，图 ２ 将经典 ＢＰ 网络方法、改进后 Ｂ⁃Ｌ⁃Ａ 算法

和真实测试值进行了比较（横坐标为时间，单位为 ｄ，纵坐标为累计产量，单位为 ｔ），表 １ 计算了普通 ＢＰ 网

络方法和改进后算法预测的误差值（以 ５０ ｄ 数据为基本单位）．结果表明，改进后算法预测效果明显得到改

善，无论是整体趋势还是单点误差值都基本满足了精度上的要求．
表 １　 两种方法预测误差平均值

Ｔａｂｌｅ １　 Ａｖｅｒａｇｅ ｅｒｒｏｒｓ ｆｒｏｍ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ２ ｄｉｆｆｅｒｅｎｔ ｍｅａｎｓ

ｏｉｌ ｗｅｌｌ ｓｉｍｐｌｅ ＢＰ ｎｅｔｗｏｒｋ δ ｓ ／ ％ ｉｍｐｒｏｖｅｄ ａｌｇｏｒｉｔｈｍ δ ｉ ／ ％

№． １ ２２．１９ ７．４４

№． ２ １７．９７ ６．６９

№． ３ １８．８１ ８．７０

　 　 图 ２ 给出了测试值以及各模型拟合得到的数值，包括两种神经网络计算结果（ＢＰ 方法和本文的改进 Ｂ⁃
Ｌ⁃Ａ 方法）和两种经验模型结果（Ａｒｐｓ 模型和翁氏模型）．

在 ＢＰ 神经网络计算结果中，由于缺少经验模型的约束，对于预测结果的准确性无法进行自我判断，因
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此结果与实际数据的差距逐渐增大．而在单纯的经验模型中，由于翁氏模型参数较少，与测试数据较不匹配，
因此与测试值相差较大；Ａｒｐｓ 模型参数较多，因此拟合得到的结果与测试值相近，模型的精确性也为改进 Ｂ⁃
Ｌ⁃Ａ 方法的可靠性提供了保证．改进 Ｂ⁃Ｌ⁃Ａ 方法结合了经验模型和神经网络模型的优势，得到结果的精确性

相比于 ＢＰ 神经网络算法大大提升．

（ａ） 一号油井

（ａ） Ｏｉｌ ｗｅｌｌ １

（ｂ） 二号油井 （ｃ） 三号油井

（ｂ） Ｏｉｌ ｗｅｌｌ ２ （ｃ） Ｏｉｌ ｗｅｌｌ ３
图 ２　 各种方法预测值与真实值对比

Ｆｉｇ． ２　 Ｃｏｎｔｒａｓｔｓ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ａｎｄ ｒｅａｌ ｖａｌｕｅｓ ｉｎ ｓｅｖｅｒａｌ ｗａｙｓ

２．２　 油田待测生产数据的预测

页岩油的开发利用现阶段成为解决我国原油自给问题的重要思路，而通过对于我国和美国部分页岩油

田产量预测的对比，可以对于页岩油开发战略做出总体评估．尽管在考虑到实际开采条件的情况之下，不能

仅仅将页岩油产量作为评判是否进行开发的唯一因素，例如美国以海型为主的页岩油田开发难度总体上小

于我国以陆型为主的页岩油田［３９］，但是从理论分析角度来说，确定页岩油产量对于制定开发方案仍有很大

的作用．
本文选取北美 １０ 口油井数据［４０］ 作为训练数据，依据改进后算法，对于给出厚度、Ｒｏ 系数、ＴＯＣ 系数和

脆性度的中美部分油田［４１］进行产量预测．预测对象方面，选取的是单位水平段初产（记为 Ｐ ｉ） 和单位水平段

最终可获得产量（ＥＵＲ，记为 Ｐ ｆ） ．表 ２ 和表 ３ 分别给出了直接预测产量数据的计算结果和误差（１ ｆｔ ＝ ３０４．８
ｍｍ，表 ２ 和表 ３ 中的实验数据来自文献［４２］）．

实际生产过程往往希望不仅仅得到一些重要的产量结果，更希望能够精准地把握油田产量变化．这里利

用了翁氏模型的简化表达式，将对于单纯数据的预测变为对模型参数 Ａ 和 ｂ 的预测．表 ４ 和表 ５ 给出了预测

数学模型参数的计算结果和误差（表 ４ 和表 ５ 中的实验数据来自文献［４２］）．

６８８ 应　 用　 数　 学　 和　 力　 学　 　 　 　 　 　 　 　 　 　 　 　 ２０２１ 年　 第 ４２ 卷



表 ２　 美国油田产量预测

Ｔａｂｌｅ ２　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ Ａｍｅｒｉｃａｎ ｏｉｌｆｉｅｌｄ ｐｒｏｄｕｃｔｉｏｎ

ｏｉｌ ｗｅｌｌ Ｓａｎｔａ Ｍａｒｉａ Ｗｉｌｌｉｓｔｏｎ Ｆｏｒｔ Ｗｏｒｔｈ Ｅａｇｌｅ Ｆｏｒｄ
ｐｒｅｄｉｃｔｅｄ Ｐｉ ／ （１００ ｆｔ ／ ｄ） ５．２８０ ２ ６．９９１ ２ ６．０４５ ３ ５．０５２ １
ｐｒｅｄｉｃｔｅｄ Ｐｆ ／ （１００ ｆｔ） ２．６９８ ４ １．７９９ ８ １．８５８ ４ １．８６９ ４
ｒｅａｌ Ｐｉ ／ （１００ ｆｔ ／ ｄ） － ２．５０～１７．９ － ０．９２９～４．６４
ｒｅａｌ Ｐｆ ／ （１００ ｆｔ） － １．１３～６．４２ － ０．３１４～１．９５

ｅｒｒｏｒ δ － ｗｉｔｈｉｎ ｒｅａｓｏｎａｂｌｅ ｒｅｇｉｏｎ － ｈｉｇｈｅｒ Ｐｉ （８．８１％）

表 ３　 中国油田产量预测

Ｔａｂｌｅ ３　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ Ｃｈｉｎｅｓｅ ｏｉｌｆｉｅｌｄ ｐｒｏｄｕｃｔｉｏｎ

ｏｉｌ ｗｅｌｌ Ｓｏｎｇｌｉａｏ Ｂａｓｉｎ Ｄａｍｉｎ Ｔｕｎ Ｊｉｙａｎｇ Ｍｉｙａｎｇ Ｄｏｎｇｐｕ
ｐｒｅｄｉｃｔｅｄ Ｐｉ ／ （１００ ｆｔ ／ ｄ） ４．０１２ ８ ６．３６６ ７ ３．９３５ ７ ４．７２７ ７ ４．１７９ １
ｐｒｅｄｉｃｔｅｄ Ｐｆ ／ （１００ ｆｔ） １．８０８ ９ ２．０４３ ２ １．８５２ １ １．９０７ ３ ２．０１４ ７
ｒｅａｌ Ｐｉ ／ （１００ ｆｔ ／ ｄ） ０．１００～３．９２９ － ０．９５７～４．２５９ １．０１４～５．２０１ －

ｒｅａｌ Ｐｆ ／ （１００ ｆｔ） ０．１８９～１．８１８ － ０．４５８～１．８４７ ０．２４７～２．２６９ －

ｅｒｒｏｒ δ ｈｉｇｈｅｒ Ｐｉ （２．１３％） － ｈｉｇｈｅｒ Ｐｆ （０．２７６％） ｗｉｔｈｉｎ ｒｅａｓｏｎａｂｌｅ ｒｅｇｉｏｎ －

表 ４　 美国油田数学模型参数预测

Ｔａｂｌｅ ４　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｐａｒａｍｅｔｅｒｓ ｉｎ ｔｈｅ ｍａｔｈ ｍｏｄｅｌ ｏｆ Ａｍｅｒｉｃａｎ ｏｉｌｆｉｅｌｄ

ｏｉｌ ｗｅｌｌ Ｓａｎｔａ Ｍａｒｉａ Ｗｉｌｌｉｓｔｏｎ Ｆｏｒｔ Ｗｏｒｔｈ Ｅａｇｌｅ Ｆｏｒｄ

ｐｒｅｄｉｃｔｅｄ Ａ ２．９６５ ８ ３．０２６ ５ ３．０１４ ６ ２．６２３ ４

ｐｒｅｄｉｃｔｅｄ ｂ ０．８３２ ５ ０．８３５ １ ０．７９２ ２ ０．７５８ ８

ｒｅａｌ Ａ － ２．６３～５．３５ － １．０４～３．０１

ｒｅａｌ ｂ － ０．８１～０．８５ － ０．７３～０．８２

ｅｒｒｏｒ δ － ｒｅａｓｏｎａｂｌｅ － ｒｅａｓｏｎａｂｌｅ

表 ５　 中国油田数学模型参数预测

Ｔａｂｌｅ ５　 Ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｐａｒａｍｅｔｅｒｓ ｉｎ ｔｈｅ ｍａｔｈ ｍｏｄｅｌ ｏｆ Ｃｈｉｎｅｓｅ ｏｉｌｆｉｅｌｄ

ｏｉｌ ｗｅｌｌ Ｓｏｎｇｌｉａｏ Ｂａｓｉｎ Ｄａｍｉｎ Ｔｕｎ Ｊｉｙａｎｇ Ｍｉｙａｎｇ Ｄｏｎｇｐｕ

ｐｒｅｄｉｃｔｅｄ Ａ ２．３１５ ９ ２．３２４ ９ １．９６８ ３ ３．１０５ ６ ２．７８６ ２

ｐｒｅｄｉｃｔｅｄ ｂ ０．８２５ ９ ０．７４３ ９ ０．７７４ １ ０．８４３ ５ ０．７４５ １

ｒｅａｌ Ａ ０．５１～２．８５ － １．１１～２．９７ １．３６～３．２７ －

ｒｅａｌ ｂ ０．７１～０．８１ － ０．７７～０．８３ ０．７３～０．８３ －

ｅｒｒｏｒ δ ｈｉｇｈｅｒ ｂ （１．６６％） － ｗｉｔｈｉｎ ｒｅａｓｏｎａｂｌｅ ｒｅｇｉｏｎ ｈｉｇｈｅｒ ｂ （１．１８％） －

　 　 数据结果表明，改进后的算法应用具有合理性，并且第二种由预测参数间接预测产量数据的方法得到的

信息更为全面，可以更好地应用于实际．

３　 结论与展望

为了在页岩油产量预测中将工程经验模型的约束与机器学习方法成功地进行结合，充分利用机器学习

方法对于未知进行预测，同时利用经典的工程经验模型约束使预测结果更加贴近真实情况．本文的主要工作

是首先在传统 ＢＰ 神经网络方法基础上融合 ＬＳＴＭ 人工神经网络，用以改善预测网络对于时序信息的响应精

度，在此基础上利用经验公式 Ａｒｐｓ 模型进行约束，采用 Ｍａｘｗｅｌｌ 分布对模型参数进行简化的确定，得到了较

高的预测精度．经过实例的检验证明了机器学习方法在页岩油田产量预测方面的可行性，并研究了页岩储层

深度、ＴＯＣ、脆性度等油田参数对产量预测的影响规律．下一步工作可以进一步考虑实际生产中影响页岩油

产量的其他参数，包括特殊地质参数等，探索各个因素如何影响产量，针对不同案例需求选取不同的参数组

合，进一步提高预测的针对性和准确性．
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